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あらまし 近年，高齢者の人口は増加しており，一人暮らしの独居高齢者の人口と割合も増加傾向にある．一人暮ら
しの高齢者は社会的に孤立しやすく，病気やけがの発見が遅れると孤独死につながる可能性が高い．そのような高齢
者の日々の体調を把握することは大切であるが，既存の安否確認や見守りサービスでは高齢者が自ら体調不良を伝え
るしかないという問題点が存在する．本研究では体調別の演技をした表情を撮影した画像の感情推論結果に主成分分
析を適用し，得られた主成分得点を特徴量に機械学習で分類することで体調分類の精度が上がるか評価する．また体
調分類モデルの構築を個人ごとに行う必要があるかを検討する．評価した結果，感情推論結果に個人ごとに主成分分
析を適用することで精度が上がった体調分類モデルを構築できる．
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Abstract In recent years, the population of the elderly has been increasing, and the population and percentage of the elderly
living alone are also on the rise. Elderly people who live alone are likely to be socially isolated, and if the detection of
illness or injury is delayed, it is likely to lead to a solitary death. It is important to understand the daily health condition of
such elderly people, but existing safety confirmation and monitoring services have the problem that elderly people have no
choice but to report their health condition by themselves. In this study, we apply principal component analysis to the emotion
inference results of images taken of facial expressions of people acting in different health conditions, and evaluate whether
the accuracy of health condition classification can be improved by classifying the obtained principal component scores into
features using machine learning. We also examine whether it is necessary to construct health condition classification model
for each individual. As a result of the evaluation, it is possible to construct health condition classification model with improved
accuracy by applying principal component analysis to the emotion inference results for each individual.
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1. は じ め に
近年，高齢者の人口は増加しており，その中でも一人暮らし
で生活を送る独居高齢者の割合も増加している [1]．そうした
中で高齢者自身が孤立死を身近に感じており，実際に自宅で死
亡した一人暮らしの高齢者は多くおり [2]，孤立死と考えられる
事例が数多くある．先行研究ではこのような背景から高齢者と
コミュニケーションを取ることや見守りを行う，対話エージェ
ントの声掛けによる日常的な体調確認を行い支援につなげるこ
とを長期的なゴールとして定め，表情から体調を推定する手法
を検討している．しかし，この手法には以下の問題点がある．
P1: 特徴量として happyしか使っていない
P2: 被験者ごとに分類モデル構築をする意義が明確でない
このような課題があり以下のリサーチクエスチョンを設定した．
RQ1: happy 以外の感情値を活用することで体調分類精度を
上げられるか
RQ2: 被験者全員共通の高精度なモデルを構築できるか
本研究では特徴量とモデル構築の人数を比較することで体調
分類モデルの精度を上げることを目的とする．キーアイデアは
七つの感情値に主成分分析を適用すること，そして被験者全員
分のデータを用いて主成分分析とモデル構築を行い，被験者ご
とに構築した場合と比較することである．目的を達成するため
に以下の手法を提案する．

A1：七つの感情値に対して主成分分析をする．
A2：主成分分析結果から特徴量を選択する．
A3：個別モデルと全体モデルに分けて機械学習モデルを構築
する．

A4：happyのみか主成分分析結果を用いた個別モデルの比較
をする．

A5：個別モデルと全体モデルの比較をする．
この手法に沿って評価実験を行う．これにより特徴量には七
つの感情値に主成分分析を適用して第 1主成分と第 2主成分を
用いて，機械学習モデルの構築には被験者ごとに個別にする方
が高精度であることが分かった．

2. 準 備
2. 1 独居高齢者の増加
近年，日本の高齢者人口は増加しており令和 6年度版高齢社
会白書 [1]によると，総人口が減少する中で 65歳以上の者が増
加することにより高齢化率は上昇を続け，令和 19年に 33.3％
となり国民の 3人に 1人が 65歳以上の者となると見込まれてい
る．また 65歳以上の一人暮らしの者についても 65歳以上の男
女それぞれの人口に占める割合が，令和 2年には男性 15.0％，
女性 22.1％となり令和 32年には男性 26.1％，女性 29.3％と
なると見込まれており独居高齢者も増加している．
独居高齢者については人と話をする頻度について「毎日」と
回答した人の割合がひとり暮らし以外の人の半分以下という調
査もあり，独居高齢者は高齢者の中でも特に孤立しているとい
う状況が窺える [1]．65歳以上の者の孤立死に対する意識調査
においては，孤立死を身近に感じるかという問いに対して「と

ても感じる」又は「まあ感じる」と回答したものは 48.7％であ
る [1]とあり，高齢者自身も孤立死を身近に感じている．実際
に，令和 6年度の上半期に自宅において死亡した一人暮らしの
者のうち 65歳以上は 28330人に上り [2]，孤立死と考えられる
事例が多数発生している．

2. 2 face classification
face classification [3]は画像から顔を認識し，性別や表情に基

づく感情を分類する機械学習モデルを提供している．顔画像
の特徴抽出と感情分類には畳み込みニューラルネットワーク
(CNN)が使用されており，ソフトマックス活性化関数を適用し
ているため各感情確度が 0.0～1.0に，そしてその総和が 1.0と
なるように出力される．データセットには FER-2013が用いら
れている．このデータセットは 35887枚のグレースケール画像
が含まれたものであり，各画像が angry, disgust, fear, happy, sad,
surprise, neutralのいずれかのクラスに属する．face classification
の感情認識に関するモデルはこのデータセットで 66%の感情
分類精度がある [4]．

2. 3 先行研究：表情による感情認識を用いた体調推定手法
の検討

先行研究として，高齢者の体調を把握して声掛けを行うサー
ビスにつなげるために表情から体調を推定できるかを調べ，表
情による感情認識を用いた体調推定手法を検討している [5]．高
齢者と日々コミュニケーションのと見守りを行うことに注目し，
訪問による見守りサービスの人材確保の難しさ，デジタルサー
ビスの高齢者や支援者への負担増加など，また対話エージェン
トを用いた在宅高齢者の見守りサービスの研究では非言語的な
情報を活用できていないという課題を挙げている．そのような
課題を受けて長期的なゴールとして対話エージェントの声掛け
からテキストと非言語的な情報である表情と声色を取得し，体
調を分析してスコアとして算出して日々保存し，スコアが悪け
れば詳細な内容を聞くことで支援につなげることを挙げ，その
中でも表情から体調を推定できるか調べることをスコープとし
ている．
体調推定手法では体調を「良い」「普通」「悪い」の 3段階に

分け，事前に体調に応じた表情演技をした動画クリップを撮影
する．撮影した動画クリップからフレームを抽出し，既存の感
情認識の学習済みモデルを適用して七つの感情クラスの感情値
を抽出する．抽出した感情値の中から happyに着目し，この値
を特徴量に 3段階の体調を正解データとして機械学習分類モデ
ルを構築する．構築した分類モデルを用いてテストデータに用
いる各フレームの体調を推定し，動画クリップごとに多数決を
取る．この手法においては機械学習モデルの構築と体調の推定
は個人ごとに行い，複数人のデータを用いて機械学習モデルを
構築して体調を推定するということはしていない．
この手法によって体調を推定することができるかを調べるた

め，体調ごとの表情演技を撮影した動画クリップを収集して機
械学習分類モデルを構築して体調を推定する実験を行ったとこ
ろ，体調を推定できることが示された．

2. 4 先行研究の問題点
先行研究では体調を推定する機械学習モデルの構築のプロセ
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スにいくつかの課題が残った．
P1: 特徴量として happyしか使っていない
既存の感情認識の学習済みモデルを適用することで動画ク
リップから抽出した各フレームから angry, disgust, fear, happy,
sad, surprise, neutralの感情値が抽出される．そしてその中から
特徴量として happyのみに着目して体調推定手法を検討した．
しかし抽出できた感情値が七つあるのに対して体調推定手法に
は happyの一つしか用いておらず，特徴量を増やすことによっ
て体調推定の精度が上がり，より正確に体調の確認を行える可
能性がある．
P2: 被験者ごとに分類モデル構築をする意義が明確でない
この実験では体調推定手法として被験者ごとに三つの体調分
類の演技をした動画クリップを作成して，そこから抽出したフ
レームをデータとして機械学習モデルの構築と体調推定を行っ
ている．しかしこの手法では被験者ごとの目の開く大きさや口
の開く大きさといった顔の特徴点から計算できる数値を用いて
おらず，被験者ごとではなく汎用的な感情認識の学習済みモデ
ルを表情に適用した結果の数値を用いている．そのため汎用的
な学習済みモデルから得られた数値を用いて機械学習モデルを
構築するのであれば，被験者ごとに分ける意義が明確でない．
これら二つの課題を受けて，本研究では二つのリサーチクエ
スチョンを設定する．
RQ1: happy 以外の感情値を活用することで体調分類精度を
上げられるか
RQ2: 被験者全員共通の高精度なモデルを構築できるか

3. 提 案 手 法
3. 1 目的とキーアイデア
本研究の目的は特徴量とモデル構築の人数を比較することで
体調分類モデルの精度を上げることである．キーアイデアは七
つの感情値に主成分分析を適用すること，そして被験者全員分
のデータを用いて主成分分析とモデル構築を行い，被験者ごと
に構築した場合と比較することである．目的を達成するため，
リサーチクエスチョンに対するアプローチとして以下の五つを
提案する．

A1：七つの感情値に対する主成分分析
A2：主成分分析結果から特徴量を選択
A3：個別モデルと全体モデルに分けて機械学習モデルを構築
A4：happyのみか主成分分析結果を用いた個別モデルの比較
A5：個別モデルと全体モデルの比較
3. 2 A1:七つの感情値に対して主成分分析
A1では機械学習モデルを構築する際の特徴量を作成するた
めに次元削減を行う．表情から感情値を抽出する既存の感情認
識の学習済みモデルを適用すると，七つの感情に対してそれぞ
れ感情値を抽出することができる．しかし七つの感情値をその
ままデータとして理解するには 7次元のデータを理解すること
になり難しく，そのため次元削減を行いより少ない次元にする
ことでデータを理解しやすくする．
具体的には七つの感情値を変数にして各主成分の主成分負荷
量から主成分得点を算出し寄与率が最も大きい第 1主成分から

図 1 七つの感情値データと主成分分析結果の例

第 7 主成分までに変換する．図 1 は七つの感情値データと主
成分分析をした結果の例であり，angry, disgust, fear, happy, sad,
surprise, neutralの感情値とそれを基に主成分分析をして得られ
る第 1主成分から第 7主成分がある．後のアプローチで被験者
ごとに個別に機械学習モデルを構築する場合と全員共通のモデ
ルを構築する場合があるため，それぞれわけて主成分分析を行
う必要がある．被験者ごとに個別に主成分分析を行う際には被
験者の三つの動画クリップから得た全てのフレームを用いて主
成分分析を行い，全員共通で主成分分析を行う際には被験者全
員の動画クリップから得た全てのフレームを用いて 被験者人
数 × 3の動画クリップを主成分分析に用いる．

3. 3 A2:主成分分析結果から特徴量を選択
A2では主成分分析結果から機械学習モデルを構築する際の

特徴量を選択する．A1の変換だけでは 7次元のデータを用い
ることになりデータを理解する難易度が変わらない．主成分分
析により得られた主成分にはそれぞれ寄与率があり，その主成
分がデータの何%を説明できているのか主成分の重要度を理解
できる．選択した主成分で十分に元データを説明するために，
第 1主成分と第 2主成分を選択し，その累積寄与率を確認する．
図 1においては下の表を見て左から二つを選択することになる．

3. 4 A3: 個別モデルと全体モデルに分けて機械学習モデル
を構築

A3では被験者ごとの個別モデルと全員共通の全体モデルに
分けて機械学習モデルを構築する．A2により七つの感情値を
すべて用いた新たな特徴量として PCA特徴量を得ている．次
に行うのは本研究の二つの RQに答える精度の比較をするため
に，被験者ごとの個別のモデルを構築すること，そして被験者
全員に共通する全体モデルを構築することである．RQ1 では
happy以外の感情値を活用することで体調分類精度を上げられ
るかを調べるために特徴量の違う個別モデルを用意する必要が
あり，RQ2では被験者全員共通の高精度なモデルを構築できる
かを調べるために特徴量をそろえた個別モデルと全体モデルを
用意する必要がある．
具体的には happy特徴量の個別モデル，PCA特徴量の個別モ

デル，happy特徴量の全体モデル，PCA特徴量の全体モデルの
4種類を構築する．これらを構築することにより RQに答える
比較を行うための 4種類のモデルが準備される．

3. 5 A4:happyのみか主成分分析結果を用いた個別モデルの
比較

A4では happy特徴量の個別モデルと PCA特徴量の個別モデ
ルを比較する．2種類のモデルを用いて体調が「良い」「普通」
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「悪い」の動画クリップの体調を推定を行い特徴量ごとの比較
を行うことで RQ1に答える．
比較するためにまずは，機械学習モデル構築の際に使わな
かったテストデータであるフレームの体調ラベルを個別モデル
で推定する．次に推定したラベルを動画クリップごとに集めて
多数決を取り，推定される動画クリップの体調ラベルを決定す
る．そして特徴量ごとの個別モデルと動画クリップの体調推定
の精度を比較する．これにより happy特徴量で十分であるか，
あるいは全感情の感情値を用いる方が良いかがわかる．

3. 6 A5:個別モデルと全体モデルの比較
A5では個別モデルと全体モデルの比較を行う．A3において

4種類のモデルを準備しており，これらを用いて動画クリップ
の体調を推定を行い特徴量をそろえて個別モデルと全体モデル
の比較を行うことで RQ2に答える．
具体的に比較するのは，happy特徴量の個別モデルと全体モ
デル，そして PCA特徴量の個別モデルと全体モデルである．比
較するためにまずは，テストデータのフレームの体調を happy
特徴量の全体モデルと PCA 特徴量の全体モデルで推定する．
次に happy特徴量と PCA特徴量の全体モデルで推定したラベ
ルを動画クリップごとに集めて多数決を取り，推定される動画
クリップの体調ラベルをそれぞれのモデルで決定する．最後に
happy特徴量の個別モデルと全体モデルを，そして PCA特徴量
の個別モデルと全体モデルの動画クリップの体調推定の精度を
比較する．比較して精度の良し悪しを見ることにより，機械学
習モデルを被験者ごとに個別にする意義があるのか，あるいは
全員共通のモデルにすることでモデル構築の表情データの数の
用意を容易にすることができるかがわかる．

4. 評 価 実 験
RQを検証するために実験を行った．
4. 1 評価実験の概要
RQ1 に対する実験を評価実験 1，RQ2 に対する実験を評価
実験 2とした．実験のデータセットは先行研究 [5]と同じもの
を用いており，特徴量やモデル構築の方法を変えることによ
り RQ1と RQ2の結論を出す．被験者は研究者とその家族及び
我々の研究室のメンバーに協力していただき，10代女性 1名，
20代男性 9名，50代男性 1名女性 1名の 12名を選出した．既
存の感情認識の学習済みモデルには face classificationの感情認
識を用いており，データセットは動画クリップ内の各フレーム
に感情認識を適用して抽出した感情値ベクトルを保存したデー
タフレームであった．
体調を推定する機械学習分類モデルの構築と評価には Python
を使用し，ライブラリは numpy, pandas, matplotlib, seaborn, scikit-
learnを用いた．分類モデルには決定木を採用し，scikit-learnの
DecisionTreeClassifierを用いた．

4. 2 評価実験 1の方法
まずは七つの感情クラスを理解しやすく次元削減するために，
被験者ごとに主成分分析を行った．被験者ごとに「良い」「普
通」「悪い」の三つの動画クリップから抽出した感情値ベクトル
のデータフレームを一つにし，pythonの scikit-learnライブラリ

を用いてデータセットに主成分分析 (PCA)を適用した．主成分
分析を適用して第 1主成分と第 2主成分で約 90%の累積寄与
率であることを確認し，その二つの主成分の主成分負荷量をグ
ラフに表した．
次に happy特徴量と PCA特徴量を用いて被験者ごとに個別

の機械学習分類モデルを構築した．訓練データとテストデータ
は scikit-learnの train test splitのパラメータ，test sizeを 0.5に
設定して被験者ごとにデータセットを半分に分けた．またパラ
メータとして stratify=yも設定し，各体調ラベルが訓練，テス
トデータで均等になるようにした．個別の分類モデルを構築す
る際のハイパーパラメータをグリッドサーチと 6 分割交差検
証によって，木の最大の深さである max depthと決定木を分類
する際の最小のサンプルサイズである min samples splitの二つ
を決定した．グリッドサーチはパラメータのすべての組み合わ
せを試してみる方法であり，scikit-learnの GridSerarchCVでは
パラメータの組合せに対して交差検証が実行され，最適なパラ
メータ設定をサーチする [6]．max depthは 1, 2, 3, 4, 5の中か
ら，min samples splitは 2, 10, 20, 30の中から設定した．また
DecisionTreeClassifierのパラメータに class weight=’balanced’を
設定し，不均衡データに考慮するようにした．
個別モデルを構築した後はテストデータについて，個別モデ

ルを用いて happy特徴量と PCA特徴量からフレームの体調ラ
ベルを推定した．個別モデルの評価はマクロ平均 F値で行い，
各被験者のマクロ平均 F値と被験者全員の平均をグラフに表し
た．マクロ平均 F値とは各体調の適合率と再現率から計算した
F値の平均である．
次に同じ動画クリップから抽出されたテストデータの推定し

た体調を集めて多数決を取った．そして被験者の三つの体調の
動画クリップがどの体調だと推定されたか被験者全員分を一つ
の混同行列に表した．

4. 3 評価実験 1の結果
まず累積寄与率を確認し，被験者 Eの 86%，被験者 Hの 89%

以外は 90%を超えており，全員が約 90%になっていることを
確認した．個別の第 1主成分と第 2主成分の主成分負荷量を図
2に示す．happy特徴量の個別モデルと PCA特徴量の個別モデ
ルのハイパーパラメータをそれぞれ表 1と表 2に表す．happy
特徴量の個別モデルと PCA特徴量の個別モデルのマクロ平均
F値の棒グラフとその平均の点線を図 3と図 4に示す．そして
happy特徴量の個別モデルと PCA特徴量の個別モデルでそれぞ
れ体調推定を行った結果を表す混同行列を図 5と図 6に示す．
初めに被験者ごとの主成分負荷量について，被験者 Eを除き

happyのみが突出して大きい正の負荷量を持ち neutral以外がそ
れに対して余り大きい負荷量を持たない主成分があり，被験者
Eについても happyが最も大きい負荷量となる第 2主成分が見
られた．またそれ以外のもう一つの主成分では angry, disgust,
fear, sadが大きい正の負荷量となるような主成分を持つことが
わかった．
次に個別モデルのマクロ平均 F値は特徴量が happy特徴量の

場合，最も大きい被験者で 0.89，小さい被験者で 0.49，平均で
約 0.69となり，PCA特徴量の場合は最も大きい被験者で 0.95，
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図 2 個別の第 1主成分と第 2主成分の主成分負荷量

図 3 happy特徴量の個別モデルのマクロ平均 F値とその平均

小さい被験者で 0.62，平均で約 0.83となりどれも PCA特徴量
の方が高くなった．そして動画クリップの体調推定結果では
happy特徴量はパラメータを変更することで全体のバランス良

表 1 happy特徴量の個別モデルのハイパーパラメータ
max depth min samples split

被験者 A 5 30
被験者 B 2 2
被験者 C 4 30
被験者 D 3 2
被験者 E 1 2
被験者 F 4 2
被験者 G 4 20
被験者 H 2 2
被験者 I 2 2
被験者 J 5 30
被験者 K 5 2
被験者 L 4 20

表 2 PCA特徴量の個別モデルのハイパーパラメータ
max depth min samples split

被験者 A 2 2
被験者 B 5 10
被験者 C 5 10
被験者 D 5 2
被験者 E 5 10
被験者 F 3 2
被験者 G 4 30
被験者 H 5 10
被験者 I 4 2
被験者 J 5 2
被験者 K 5 2
被験者 L 5 20

図 4 PCA特徴量の個別モデルのマクロ平均 F値とその平均

く改善がされているが，PCA特徴量のほうが「悪い」ラベルの
一つを除き推定できているという結果になった．

4. 4 評価実験 2の方法
まずは被験者全員共通の全体モデルを構築するために，被験

者全員のデータを使って主成分分析を行った．被験者全員の動
画クリップから抽出した感情値ベクトルのデータフレームを一
つにし，pythonの scikit-learnライブラリを用いて主成分分析を
適用した．主成分分析を適用して第 1主成分と第 2主成分で約
90%の累積寄与率であることを確認し，その二つの主成分の主
成分負荷量をグラフに表した．
次に happy特徴量と PCA特徴量を用いてぞれぞれ体調を推
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図 5 happy特徴量の個別モデルでの体調推定結果を表す混同行列

図 6 PCA特徴量の個別モデルでの体調推定結果を表す混同行列

定する被験者全体共通の機械学習分類モデルを構築した．訓練
データとテストデータは全体のデータセットをラベルが均等に
なるように半分に分けた．全体の分類モデルを構築する際のハ
イパーパラメータをグリッドサーチと 6分割交差検証によって，
max depth と min samples split の二つを決定した．max depth
は 1, 2, 3, 4, 5, 6, 7, 8, 9, 10の中から，min samples splitは 2, 10,
20, 30の中から設定し，不均衡データに考慮するように全体モ
デルを構築した．
個別モデルを構築した後はテストデータについて，全体モ
デルを用いて happy特徴量と PCA特徴量の二通りについてフ
レームの体調ラベルを推定した．フレームを推定する全体モデ
ルの評価はマクロ平均 F値で行い，全てのテストデータを被験
者ごとに分けて評価するために各被験者のマクロ平均 F値と被
験者全員の平均をグラフに表した．
次に同じ動画クリップから抽出されたテストデータの推定し
た体調を集めて多数決を取った．そして動画クリップがどの体
調だと推定されたか混同行列に表した．
マクロ平均 F 値を表したグラフとテストデータを用いた動
画クリップの体調推定結果を表した混同行列の二つについて，
happy特徴量の個別モデルと全体モデルを比較し，PCA特徴量
の個別モデルと全体モデルで比較した．また構築した分類モデ
ルが PCA特徴量を用いてどのように体調を分類しているかを
確認するために，x軸を第 1主成分に，y軸を第 2主成分とし
て被験者ごとにテストデータを散布図に表し，散布図の背景を
個別モデル分類される体調ラベルで色分けした．また全体モデ
ルでも同様に分類される体調ラベルで色分けした．

図 7 全員共通の第 1主成分と第 2主成分の主成分負荷量

図 8 happy特徴量の全体モデルのマクロ平均 F値とその平均

図 9 PCA特徴量の全体モデルのマクロ平均 F値とその平均

4. 5 評価実験 2の結果
まず累積寄与率が 93% であることを確認した．全体で主

成分分析を行った結果の主成分負荷量を図 7 に示す．happy
特徴量の全体モデルのハイパーパラメータは max depth が
2，min samples split が 2，PCA 特徴量では max depth が 5，
min samples split が 2 になった．また happy 特徴量の全体モ
デルと PCA特徴量の全体モデルのマクロ平均 F値の棒グラフ
とその平均の点線をそれぞれ図 8と図 9に示す．そして happy
特徴量の全体モデルと PCA特徴量の全体モデルで体調推定を
行った結果を表す混同行列をそれぞれ図 10と図 11に示す．各
被験者の PCA特徴量でのテストデータのプロットと決定木に
よる分類モデルを背景に表した図を個別モデルと全体モデルで
それぞれ図 12と図 13に示す．
まず全体主成分分析を行った結果の主成分負荷量について，第

1主成分が happyのみが大きな正の負荷量を持つ主成分となり，
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図 10 happy特徴量の全体モデルでの体調推定結果を表す混同行列

図 11 PCA特徴量の全体モデルでの体調推定結果を表す混同行列

第 2 主成分が angry, disgust, fear, sad, そしてわずかに surprise
が正の負荷量となった．
次に happy特徴量の全体モデルで各被験者のテストデータの
体調ラベルを推定した結果，マクロ平均 F値は最も大きい被験
者で 0.89，小さい被験者で 0.16，平均で約 0.53 となり，PCA
特徴量では最も大きい被験者で 0.83，小さい被験者で 0.36，平
均で約 0.62となった．happy特徴量の個別モデルと全体モデル
を比較すると個別モデルのほうが最大値，最小値，平均値がど
れも大きいという結果になり，PCA特徴量についても同様だっ
た．そして動画クリップの体調推定結果では happy特徴量では
「悪い」ラベルの再現率が変わらないが「良い」「普通」ラベル
では個別のほうがよかった．PCA特徴量では全体モデルは「普
通」ラベルの再現率が 0.50と happyのみの場合より改善して全
体としてマクロ平均 F値が 0.72という値になったが，こちらも
個別モデルのほうがよいという結果だった．
最後に散布図について，被験者ごとに主成分分析と決定木分
類を行うとテストデータが体調ごとに分散し，決定木分類に
よってその集まりをとらえられた．被験者全員共通で主成分分
析と決定木分類を行うと個別の場合よりも主成分によってテス
トデータが分散せず別の体調のテストデータ同士が重なり，決
定木分類によってその重なった箇所を誤って分類された．

4. 6 考 察
評価実験 1と評価実験 2を通して，まず七つの感情クラスに
主成分分析を行った結果について，第 1主成分と第 2主成分の
どちらかが happyのみが大きな正の負荷量を持つ主成分となる
ことから，特徴量として happyの値を用いるという選択は特徴

図 12 被験者ごとのテストデータの散布図と個別モデルによる分類

量を一つ選んでモデルを構築する場合は適した選択であったと
考える．
次に評価実験 1の特徴量の違いによる個別モデルの比較では，

第 1主成分と第 2主成分を用いることで体調推定したフレーム
の多数決を取る前の F値についても happyのみより高く，平均
して 0.9に達していないが多数決を取ることで動画クリップの
体調を推定できている．よって RQ1としては表情による感情認
識で抽出できる感情クラスを全て特徴量に用いる必要がある．
また評価実験 2の個別モデルと全体モデルの比較では，特徴

量として happyのみを用いた個別モデルでは「良い」について
良く正解できておりこれは happyという感情によってより笑顔
が顕著なものが分類できたためだと先行研究では考察している
が，全体モデルでは再現率が下がっている．一方で「悪い」ラ
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図 13 被験者ごとのテストデータの散布図と全体モデルによる分類

ベルの再現率は全体モデルも変わらなかったが「良い」「普通」
の動画クリップも悪いと推定するケースが多く，「普通」では
再現率が 0.5を下回っている．全体モデルは「悪い」ラベルに
推定が偏ったモデルになっているため表情から体調を推定した
結果を受けて高齢者の体調を伺うために用いると考えると体調
不良を見逃して悪化させてしまうことが少ないモデルではある
が，個別モデルのほうが正確に体調に合わせた声掛けにつなげ
ることができると考える．PCA特徴量の全体モデルも「悪い」
ラベルを見逃さないようなモデルとなっており悪い場合の再現
率が 1.0あるが，残りのラベルで個別モデルに劣るため，全体
モデルによって高精度なモデルが構築できるとはいえない．以
上より RQ2としては全体モデルでは個別モデルほど高精度に
はならない．最後に主成分分析後のテストデータの散布図と決

定木による分類モデルについて，全体モデルでは主成分分析に
よって被験者によってはテストデータをうまく体調ごとに分散
させることができなかったため，決定木分類が個別モデル程高
精度にはならなかったと考える．
実験の結果，表情による感情認識を用いた体調推定手法とし

て特徴量には七つの感情クラスに主成分分析を適用して第 1主
成分と第 2主成分を特徴量として用いて，機械学習分類モデル
の構築には被験者ごとに個別にすることで表情から体調を推定
する分類モデルを構築できることがわかった．

5. ま と め
本研究では表情による感情認識を用いた体調推定手法の開

発と評価を行った．機械学習モデル構築の際の特徴量として
happy以外の感情値を活用することで体調分類精度を上げられ
るか，被験者個別ではなく全員共通の高精度なモデルを構築で
きるかという二つの RQを立て，特徴量とモデル構築の人数を
比較することで体調分類モデルの精度を上げることを目的とし
て評価実験を行った．アプローチとしては，「A1：七つの感情
値に対する主成分分析」，「A2：主成分分析結果から特徴量を選
択」，「A3：個別モデルと全体モデルに分けて機械学習モデルを
構築」，「A4：happyのみか主成分分析結果を用いた個別モデル
の比較」，「A5：個別モデルと全体モデルの比較」の五つである．
この提案手法に基づきモデルの作成と評価を行った．
その結果，特徴量には七つの感情値に主成分分析を適用して

第 1主成分と第 2主成分を用いて，機械学習モデルの構築には
被験者ごとに個別にする方が高精度であることが示された．今
後の課題として，推定した体調から対話エージェントとの対話
により深掘りして詳細を聞き出すサービスを開発すること，実
験以外の状況で動画クリップを収集する方法を検討すること，
会話のテキストや他の非言語的な情報である音声でも体調を分
類できるか実験することが挙げられる．
謝辞 本研究の一部は JSPS科研費 JP20H05706, JP22H03699,

JP22K19653, JP23H03401, JP23H03694, JP23K17006，および，
立石科学技術振興財団の研究助成を受けて行われている．

文 献
[1] 内閣府，“令和 6年度版高齢社会白書,” https://www8.cao.go.

jp/kourei/whitepaper/w-2024/zenbun/slash06pdf_index.

html．accessed October 17, 2024．
[2] 警察庁刑事局捜捜査第一課，“警察取扱死体のうち、自宅におい

て死亡した一人暮らしの者～令和 6 年上半期（1 6 月）暫定
値～,” https://www.npa.go.jp/publications/statistics/
shitai/hitorigurashi/240827_kenshi2.pdf．accessed Octo-
ber 17, 2024．

[3] “face classification,” https://github.com/oarriaga/

face_classification. accessed October 17, 2024.
[4] M.V. Octavio Arriaga, Paul G. Plöger, “Real-time convolutional neu-
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